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Resumen

La regresién lineal es el método mas usado en estadistica para predecir valores de
variables continuas debido a su facil interpretacién, pero en muchas situaciones
los supuestos para aplicar el modelo no se cumplen y algunos usuarios tienden a
forzarlos llevando a conclusiones erréneas. Los arboles de regresion CART son una
alternativa de regresién que no requiere supuestos sobre los datos por analizar y es
un método de facil interpretacién de los resultados. En este trabajo se comparan a
nivel predictivo la regresion lineal con CART mediante simulacién. En general, se
encontré que cuando se ajusta el modelo de regresion lineal correcto a los datos, el
error de prediccion de regresion lineal siempre es menor que el de CART. También
se encontré que cuando se ajusta erréneamente un modelo de regresion lineal a
los datos, el error de prediccién de CART es menor que el de regresién lineal solo
cuando se tiene una cantidad de datos suficientemente grande.

Palabras clave: simulaciéon, error de prediccion, regresion lineal, arboles de cla-
sificacién y regresion CART.

Abstract

Linear regression is the most widely used method in statistics to predict values
of continuous variables due to its easy interpretation, but in many situations the
suppositions to apply the model are not met and some users tend to force them
leading them to erroneous conclusions. CART regression trees is a regression al-
ternative that does not require suppositions on the data to be analyzed and is
a method of easy interpretation of results. This work compares predictive levels
of linear regression with CART through simulation. In general, it was found that
when the correct linear regression model is adjusted to the data, the prediction
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error of linear regression is always lower than that of CART. It was also found that
when linear regression model is erroneously adjusted to the data, the prediction
error of CART is lower than that of linear regression only when it has a sufficiently
large amount of data.

Keywords: simulation, prediction error, linear regression, CART classification
and regression trees.

1. Introduccion

El modelo lineal clasico ha sido utilizado extensivamente y con mucho éxito en
miultiples situaciones. Tiene ventajas que lo hacen muy util para el usuario, de-
bido a que es féacil de interpretar, facil de estimar y poco costoso. La facilidad
de interpretacion de este modelo lo ha popularizado bastante y no es raro ver su
ajuste en situaciones inapropiadas, por ejemplo, en respuestas que son discretas
o sesgadas; y el desespero por parte de los usuarios por aproximarse a él, por
ejemplo, mediante transformaciones de los datos, sin considerar los cambios en la
estructura del error. Por lo anterior, es necesario un modelo que tenga similares
ventajas y que no sea tan rigido con los supuestos, para que el usuario final lo
pueda aplicar tranquilamente.

Los érboles de clasificacion y regresién (CART) es un método que utiliza datos
histéricos para construir arboles de clasificacién o de regresion, los cuales son usa-
dos para clasificar o predecir nuevos datos. Estos arboles CART pueden manipular
facilmente variables numéricas y categéricas. Entre otras ventajas estd su robus-
tez a outliers, la invarianza en la estructura de sus arboles de clasificacion o de
regresion a transformaciones monotonas de las variables independientes, y sobre
todo, su interpretabilidad.

Desde el planteamiento de los arboles de clasificacién y regresion CART por Leo
Breiman y otros en 1984 (Breiman et al. 1984), se presenté gran interés en la
utilizacién de esta metodologia por parte de la comunidad cientifica debido a su
facil implementacion en todo tipo de problemas y su clara interpretacién de los
resultados.

Muchos investigadores después de la publicacién del libro de Breiman (Breiman
et al. 1984) han planteado variaciones del método en sus distintas etapas, pero
en muchos casos la idea inicial del particionamiento recursivo es la misma, otros
han aplicado CART y sus variaciones en distintos campos como la medicina, la
biologia y el aprendizaje de maquinas. Algunos investigadores han comparado es-
ta metodologia con otras técnicas de modelamiento como Tamminen, Laurinen y
Roning (Tamminen et al. 1999) quienes en 1999, debido a que el sistema fisico de
los humanos es altamente no lineal y la regresion lineal tradicional no puede ser
usada como modelo de aproximacién, compararon los arboles de regresion con las
redes neuronales en un conjunto de datos obtenidos por un método de medicién
de aptitud aerdbica, concluyendo que las redes neuronales son una potente herra-
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mienta de aproximacién, pero se dificulta la interpretacion del modelo, mientras
que los drboles de regresion son faciles de visualizar y su estructura es mas com-
prensible. Ankarali, Canan, Akkus, Bugdayci y Ali Sungur (Ankarali et al. 2007)
en 2007 compararon los métodos de arboles de clasificacion y regresion logistica en
la determinacién de factores de riesgo sociodemograficos que influyen en el estado
de depresién de 1447 mujeres en periodos separados de posparto, y concluyeron
que los arboles de clasificacion dan informacién més detallada sobre el diagndstico
mediante la evaluacion conjunta de una gran cantidad de factores de riesgo que el
modelo de regresion logistica.

El problema central es comparar por medio de un estudio de simulacién, a nivel
predictivo, el método no paramétrico CART con el método paramétrico Regresion
lineal, dos técnicas que tienen similares ventajas en cuanto a la simplicidad de sus
modelos y su facil interpretacién de los resultados. En la seccién 2 se presenta
el método CART: particionamiento recursivo, arboles de clasificacion y arboles de
regresion. En la seccién 3 se describe el estudio de simulacién: errores de prediccion
y pasos. En las secciones 4 y 5 se simulan conjuntos de datos cuyo verdadero modelo
es un modelo de regresién lineal y se ajusta a estos datos tanto los modelos de
regresion correctos como modelos de regresion incorrectos, para comparar luego
sus errores de prediccién con los errores de prediccién de arboles de regresién
ajustados a los mismos datos. En las secciones 6 y 7 se dan las conclusiones y
agradecimientos.

2. CART

2.1. Particionamiento recursivo

El algoritmo conocido como particionamiento recursivo es el proceso paso a paso
para construir un arbol de decision y es la clave para el método estadistico no
paramétrico CART (Izenman 2008).

Sea Y una variable respuesta y sean p variables predictoras xi,xa, ..., z,, donde
las s son tomadas fijas y Y es una variable aleatoria. El problema estadistico
es establecer una relacién entre Y y las x’s de tal forma que sea posible prede-
cir Y basado en los valores de las x’s. Matematicamente, se quiere estimar la
probabilidad condicional de la variable aleatoria Y,

PlY = y|z1,x2,...,2p)

cuando la variable Y es discreta, o un funcional de su probabilidad tal como la
esperanza condicional

EY|z1,x2,...,2p).

cuando la variable Y es continua.
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2.1.1. Elementos de la construcciéon del arbol

Segin Zhang & Singer (2010) para ilustrar las ideas bésicas considere el diagrama
de la Figura[ll

n (] X1
Nodo raiz 1 M
X3lo o o . -
6] L]
no ) 3 4 .
Nodo interno o .
g o 5 . L]
L]
I Cy no fe) .
o o Q
o g . ° o ”
o o
I I 1 00 o
[ o o 0°

a b

Figura 1: Ejemplo drbol. Fuente: modificado de Zhang € Singer 2010.

El arbol tiene tres niveles de nodos. El primer nivel tiene un tinico nodo en la cima
(el circulo) llamado nodo raiz. Un nodo interno (el circulo) en el segundo nivel, y
tres nodos terminales (las cajas) que estén respectivamente en el segundo y tercer
nivel. El nodo raiz y el nodo interno son particionados cada uno en dos nodos en
el siguiente nivel, los cuales son llamados nodos hijos izquierdo y derecho.

El nodo raiz contiene una muestra de sujetos desde la cual se aumenta el arbol,
es decir, desde donde se desprenden los demés nodos. Estos sujetos constituyen
lo que se llama una muestra de aprendizaje, la cual puede ser la muestra total en
estudio o una parte de esta.

El objetivo del particionamiento recursivo es acabar en nodos terminales que sean
homogéneos en el sentido de que ellos contengan solo puntos o circulos Figura [Ib.

Una medida cuantitativa de la homogeneidad de un nodo es la nocién de impureza,
para la cual se define el siguiente indicador:

# sujetos que cumplen la caracteristica en el nodo

(1)

1 eza del nodo =
mpurez n # total de sujetos en el nodo

En la Figura [T, si la caracteristica es ser circulo, el nodo hijo izquierdo del nodo
raiz tiene impureza igual a 1, debido a que en este nodo solo hay circulos, pero,
si la caracteristica es ser punto, la impureza es igual a 0, debido a que no hay
ningin punto en este nodo. Nétese que en el nodo hijo derecho del nodo raiz el
ntmero de circulos es aproximadamente igual al niimero de puntos, teniendo este
nodo una medida de la impureza de aproximadamente 0.5 independientemente de
si la caracteristica sea ser circulo o punto. Mientras més homogéneo sea el nodo el
limite del cociente en la ecuacion () es 0 o 1.
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2.1.2. Divisién de un nodo

Para dividir el nodo raiz en dos nodos homogéneos, se debe seleccionar entre los
rangos de todas las variables predictoras el valor de la divisién que maés lleve al
limite de 0 o 1 el cociente en la ecuacién () para cada nodo hijo. En la Figura
[ a) se seleccioné como divisién el valor ¢y entre el rango de la variable zg. El
proceso continua para los dos nodos hijos, teniendo en cuenta para cada nodo el
rango resultante de la variable con la que se dividi6 el nodo padre y el rango de
las deméas variables involucradas.

Antes de seleccionar la mejor divisién, se debe definir la bondad de una divisién.
Se busca una divisién que resulte en dos nodos hijos puros (u homogéneos). Sin
embargo, en la realidad los nodos hijos son usual y parcialmente puros. Ademas,
la bondad de una divisién debe poner en una balanza la homogeneidad (o la
impureza) de los dos nodos hijos simultdneamente.

2.1.3. Nodos terminales

El proceso de particionamiento recursivo contintia hasta que el arbol sea saturado
en el sentido de que los sujetos en los nodos descendientes no se pueden partir en
una divisién adicional. Esto sucede, por ejemplo, cuando en un nodo queda solo un
sujeto. El nimero total de divisiones permitidas para un nodo disminuye cuando
aumentan los niveles del arbol. Cualquier nodo que no pueda o no sea dividido es un
nodo terminal. El drbol saturado generalmente es bastante grande para utilizarse,
porque los nodos terminales son tan pequenos que no se puede hacer inferencia
estadistica razonable, debido a que los datos quedan ”sobre-ajustados”, es decir,
el arbol alcanza un ajuste tan fiel a la muestra de aprendizaje que cuando en la
practica se aplique el modelo obtenido a nuevos datos los resultados pueden ser
muy malos, y por tanto, no es necesario esperar hasta que el arbol sea saturado.
En lugar de esto, se escoge un tamano minimo de nodo apriori. Se detiene la
divisiéon cuando el tamano del nodo es menor que el minimo. La escogencia del
tamafio minimo depende del tamatio de muestra (uno por ciento) o se puede tomar
simplemente como cinco sujetos (los resultados generalmente no son significativos
con menos de cinco sujetos).

Breiman et al. (1984) argumentan que dependiendo del limite de parada, el par-
ticionamiento tiende a terminar muy pronto o muy tarde. En consecuencia, ellos
hacen un cambio fundamental introduciendo un segundo paso llamado “poda”.

La poda consiste en encontrar un subarbol del arbol saturado que sea el mas “pre-
dictivo” de los resultados y menos vulnerable al ruido en los datos. Los subarboles
se obtienen podando el arbol saturado desde el dltimo nivel hacia arriba. Por
ejemplo, el drbol de la Figura[Zh es un subdrbol del drbol de la Figura 2b.

Los pasos de particionamiento y poda se pueden ver como variantes de los procesos
paso a paso forward y backward en regresion lineal.
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Figura 2: El nodo 1 se divide en los nodos 2 y 3, luego, el nodo 2 se divide en los
nodos 8 y 4. Fuente: modificado de Zhang & Singer 2010.

2.2. Arboles de clasificacién

Los 4rboles de clasificacién y regresién (CART) fueron desarrollados en los anos
ochenta por Breiman, Freidman, Olshen y Stone en el libro Classification and
regression trees (Breiman et al. 1984).

La metodologia CART utiliza datos histéricos para construir arboles de clasifica-
cién o de regresion, los cuales son usados para clasificar o predecir nuevos datos.
Estos arboles CART pueden manipular facilmente como variable respuesta varia-
bles numéricas y categoricas. Entre otras ventajas estda su robustez a outliers, la
invarianza en la estructura de sus arboles de clasificacién o de regresién a trans-
formaciones monétonas de las variables independientes, y sobre todo, su interpre-
tabilidad.

Esta metodologia consiste de tres pasos:
= Construccién del arbol saturado.
= Escogencia del tamano correcto del arbol.

= Clasificacién de nuevos datos usando el arbol construido.

La construccion del arbol saturado se hace con particionamiento recursivo. La
diferencia en la construccion de los arboles de clasificacién y los arboles de regresion
es el criterio de divisién de los nodos, es decir, la medida de impureza y la bondad
de una division es diferente para los drboles de clasificacion y de regresién. En esta
seccion se considera primero la construccion de arboles de clasificacion.
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2.2.1. Determinacion de la divisiéon de un nodo

Sea Y una variable dicotémica con valores 0 y 1, y sea 7 un nodo. Para construir
el arbol saturado, en el proceso de particionamiento recursivo se tiene que, si 7
es el nodo menos impuro la impureza es 0 y debe tener como resultado P[Y =
1j7] = 0 o P[Y = 1|r] = 1. El nodo 7 es mds impuro cuando su impureza es 1
con P[Y =1|7] = i. Por tanto, la funcién impureza tiene una forma céncava y se
puede definir formalmente como

i(1) = ¢(P[Y = 1]7]), (2)
donde ¢ tiene las siguientes propiedades,
()¢=0y
(ii) para cualquier p € (0,1), ¢(p) = ¢(1 —p) y ¢(0) = (1) < ¢(p)-

Las escogencias mas comunes de funciones de impureza para la construccién de
arboles de clasificacion son:

= ¢(p) = min(p,1 — p), (minimo error o error de Bayes)
= &(p) = —plog(p) — (1 — p)log(1 — p), (entropia)
= ¢(p) = p(1 — p), (indice Gini)

donde, se define 0log(0) := 0.

Ademas, se define la bondad de una divisién s como

AI(r) = i(7) — Plr]i(r) — Plrrli(Tr), (3)

donde T es el nodo padre del nodo izquierdo 77, y del nodo derecho g, y P[r1] v
P[rR] son respectivamente las probabilidades de que un sujeto caiga dentro de los
nodos 71, v TRr.

La ecuacién (B)) mide el grado de reduccién de la impureza cuando se pasa del
nodo padre a los nodos hijos. Se selecciona s tal que AI(7) sea méxima.

2.2.2. Determinacién de los nodos terminales

Una vez se tiene construido el arbol saturado se inicia la etapa de poda. La po-
da consiste en encontrar el subarbol del arbol saturado con la mejor calidad en
cuanto a que sea lo mas predictivo posible y lo menos sensible al ruido de los
datos. Es decir, se debe definir una medida de calidad de un arbol. Para esto se
debe recordar que el objetivo de los arboles de clasificacién es el mismo que el
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del particionamiento recursivo: extraer subgrupos homogéneos de la poblacién o
muestra en estudio. Para alcanzar este objetivo se debe tener certeza de que los
nodos terminales son homogéneos, es decir, la calidad de un arbol es simplemente
la calidad de sus nodos terminales. Por tanto, para un drbol 7 se define

R(T) =Y Plrlx(r), (4)
TeT

donde T es el conjunto de nodos terminales de T, P[] es la probabilidad de que
un sujeto pertenezca al nodo 7 y r(7), es una medida de calidad del nodo 7 la cual
es similar a la suma de cuadrados de los residuales en regresion lineal.

El propésito de la poda es seleccionar el mejor subarbol, 7*, de un arbol saturado
inicialmente, 7o, tal que R(T*) sea minimo.

Una escogencia obvia para r(7) es la medida de impureza del nodo 7, aunque en ge-
neral se toma como el costo de mala clasificacién, es decir, r(7) = Zli:1 {c(jl1)P[Y =
i|7]}, donde ¢(i|7) es el costo de mala clasificacién de que un sujeto de la clase j sea
clasificado en la clase 4, con 7,5 = 1,...,[. Cuando i = j, se tiene la clasificacion
correcta y el costo deberia ser cero, es decir, c(i|i) = 0.

Generalmente, es dificil en la préctica medir el costo relativo ¢(j|i) para i # j, y
por tanto, no se puede asignar el costo de mala clasificacién de cada nodo antes
de aumentar cualquier arbol, incluso cuando se conoce el perfil del drbol. Por otra
parte, existe suficiente evidencia empirica en la literatura que demuestra que el
uso de una funcién de impureza como la entropia usualmente lleva a arboles ttiles
con tamanos de muestra razonables.

Estimacion del costo de mala clasificacion

Sea R*(7) la proporcién de elementos mal clasificados del nodo 7, también conocida
como estimacion por resustitucion del costo de mala clasificacion para el nodo .
Se define la estimacion por resustitucion del costo de mala clasificacion para el
arbol T como,

RN(T) =Y R¥(r). (5)

TeT

Zhang & Singer (2010) afirman que esta estimacién por resustitucién generalmente
subestima el costo. Ademéds, Breiman et al. (1984) prueban que a medida que
aumentan los nodos en el &rbol disminuye la estimacién por resustitucién (&), y
como consecuencia, este estimador tiene el problema de seleccionar drboles sobre-
ajustados.
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2.2.3. Costo-complejidad

El tamano del drbol es importante a la hora de dar conclusiones sobre la muestra
o poblacién en estudio, debido a que un arbol con una gran cantidad de nodos
puede tener problemas de sobreajuste. Una medida de la calidad de un arbol debe
tener en cuenta tanto la calidad de los nodos terminales como el tamano del drbol
(ntmero de nodos del arbol), y tener en cuenta solo el costo de mala clasificacién
puede llevar a arboles muy grandes.

Se define el costo-complejidad del drbol T como

Ro(T) = R(T) + a|T], (6)

donde a (> 0) es el pardmetro de complejidad y |7 es el niimero de nodos termi-
nales en 7 llamado complejidad del arbol T. La diferencia entre R(T) v Ra(T)
como una medida de la calidad del &rbol reside en que R, (7 ) penaliza un gran
arbol.

Aunque se dijo anteriormente que la aproximacién por resustitucién tiene sus
problemas al estimar el costo de mala clasificacién para un nodo, es muy util al
estimar el costo-complejidad.

El uso del costo-complejidad permite construir una secuencia de subdrboles dpti-
mos anidados (ver Zhang & Singer 2010) desde cualquier drbol 7 dado. La idea
es construir una secuencia de subarboles anidados para un arbol saturado 7, mi-
nimizando el costo-complejidad R, (7)), v seleccionar como subdrbol final el que
tenga el més pequeno costo de mala clasificacién de estos subarboles.

Cuando se tiene una muestra de prueba, estimar R(7) es sencillo para cualquier
subarbol T, porque solo se necesita aplicar los subdarboles a la muestra de prueba
y luego se escoge el mejor valor de a, pero, si no se tiene una muestra de prueba,
se pueden crear muestras artificiales utilizando el proceso de wvalidacion cruzada
(ver Zhang & Singer 2010) para estimar R(7) y asf escoger el mejor valor de a.

2.3. Arboles de regresion

En la construccion de arboles de clasificacién se indico que es necesario una medida
de impureza dentro de un nodo, es decir, un criterio de division de nodo para
construir un gran arbol y luego un criterio de costo-complejidad para podarlo.
Estas directrices generales se aplican cada vez que se intenta desarrollar métodos
basados en arboles. Para la construccién de arboles de clasificacién la variable
respuesta debe ser categorica, mientras que para la construcciéon de arboles de
regresion la variable respuesta debe ser continua. En general, la metodologia para
construir arboles de clasificacién y arboles de regresién es la misma, por tanto, los
pasos vistos anteriormente para construir drboles de clasificacién son aplicables en
la construccion de arboles de regresion. La diferencia radica en la escogencia de la
funciéon impureza para dividir un nodo y en la estimacion del costo-complejidad
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para podar el arbol. Para una respuesta continua, una escogencia natural de la
impureza para un nodo 7 es la varianza de la respuesta dentro del nodo:

=Y -Y@)7 (7)

sujeto ier

donde Y (7) es el promedio de Y; ‘s dentro del nodo 7. Para dividir un nodo 7 en
dos nodos hijos, 71, y Tg, se define la bondad de una divisién s como

AI(7) =i(7) —i(t) — i(TR). (8)

A diferencia de la ecuacién (3], la ecuacién (8] no necesita pesos. Ademas, se puede
hacer uso de i(7) para definir el costo del arbol como

R(T) =Y i(r). (9)

‘r€7~’

y luego sustituirlo en la ecuacién (@) para formar el costo-complejidad.

3. Descripcion del estudio de simulacion

3.1. Medidas del error de prediccion

Suponga que se tiene un conjunto de datos (z1,y1), (2, y2), - - ., (Tn, yn) que sigue
un modelo de regresién lineal:

Yi = ﬂo + ﬂlx“ + ...+ ﬂpxip + Eiy donde E; N(O,O'Q), 1= 1, ey n. (10)
De lo anterior se sabe que

Yverd; = E(yi) = Bo + frzin + ... + Bpip, i =1,...,n.

Se ajusta un modelo de regresién lineal a los datos (z1,41), (z2,92),-- -, (Tn, Yn),
luego, los valores predichos son de la forma:

yregi:B0+51xi1+---+ﬂpxipa izla-'-vna

donde, Bo, f1, - - -, Bp son las estimaciones por minimos cuadrados de los pardmetros

ﬁfhﬁla"'aﬁp'

Por tanto, el error de prediccién por regresion lineal se calcula como
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EPRI = 2iziUres: =~ Yoerdi)” (11)

n
Ademsds, se ajusta un arbol de regresion a los datos (z1,y1), (z2,92),-- -, (Zn, Yn),
obteniendo un arbol de I nodos terminales. Sean C4,Cs, ..., C; las clases corres-

pondientes a los [ nodos terminales, luego, los valores predichos por el arbol de
regresion son de la forma:

r, si oz, eCr; kE=1,...,1

Yeart; =
0 si  en otro caso
donde,
_ 2 yilri€Cr i=1,... .0}
#{yilzs € C, i=1,...,n})’

Por tanto, el error de predicciéon por CART se calcula como

k=1,...,1.

Tk

n Jp— )2
EPOART — Zi:l(yCllT‘tl yverdz) ) (12)
n

3.2. Pasos del estudio de simulacién

Los conjuntos de datos simulados en este trabajo se generan de modelos de regre-
sién lineal de la forma:

Y; = F(x1,2i2, ..., Tip) + &5, donde g; ~ N(0,6%), i =1,...,n (13)

donde

p p
ElY;] = F(zi, xi2, ..., Tip) = ﬁo-i-z Bjxij = Bo-f—z Big;(zi) = f(xs), i=1,...,n
j=1 Jj=1

(14)
mediante los siguientes pasos:
1. Se especifican las funciones gi(z),...,gp(x) y valores de los pardmetros
Bo, B, ..., Bp en la ecuacién ([I4).
2. Se genera una secuencia de n numeros i, T, ..., T, igualmente espaciados
del conjunto (soporte) X = [1,100].
3. Se generan aleatoriamente n nimeros €1, €a, . . ., €, de la distribucién N (0, o2).
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Se calculan los valores y; = f(x;) 4 ¢; paratodo i =1,...,n.
. Se estandarizan los datos yi,ys,. .., yn Obteniendo yi,y3,...,y,, donde,
Yi = ZS— (15)
y
Se toma como muestra de aprendizaje £ = {(z1,y7), (x2,¥3), ..., (Tn,y:)}

la cual sigue el modelo de regresién lineal descrito por la ecuacién ([I3)).

Para la muestra de aprendizaje £ se ajusta un modelo de regresion lineal
utilizando la libreria MASS y se ajusta un drbol de regresién utilizando la
libreria rpart del paquete estadistico R.

Se estiman los errores de prediccion para el modelo de regresion lineal ajusta-
do y para el arbol de regresion ajustado, los cuales se definen respectivamente

en las ecuaciones () y ([I2)).

Se repiten los pasos 3 a 8 para obtener 1000 errores de prediccién por regre-
sién lineal EPRLy, EPRLs,..., EPRL1gp0 y 1000 errores de predicciéon por
arboles de clasificacion EPCART,, EPCARTs,..., EPCART -

Se calcula el promedio de los 1000 errores de predicciéon para regresién li-
neal y el promedio de los 1000 errores de predicciéon para arboles de regre-
sién, los cuales son respectivamente EPRL = W y EPCART =
S EPCART),
1000

Se calcula la diferencia de logaritmos de los errores de prediccién, DIFLOG =
Log(EPCART) — Log(EPRL), la cual es una medida de proximidad de los
dos errores. A medida que DIFLOG — 0, los dos errores de prediccién se
van acercando entre ellos. Si DIFLOG > 0 entonces EPCART > EPRL y
la regresion lineal predice mejor los datos que los arboles de regresion, pero,
si DIFLOG < 0 entonces EPCART < EPRL y los arboles de regresién
predicen mejor los datos que la regresién lineal. Si DIFLOG = 0 entonces
EPCART = EPRL y ambos modelos predicen igual.

Comparacion de las predicciones cuando el
modelo lineal ajustado es el correcto

En esta seccion se supone que los datos siguen un modelo de regresion lineal
especifico. Se ajusta un arbol de regresion CART y el modelo correcto a los datos
para predecir la respuesta. El objetivo es comparar las magnitudes de los errores
de prediccién de CART y de regresion lineal, cambiando el tamano y la varianza
de los errores de los datos. A continuacién, se simulardn conjuntos de datos para
cinco modelos de regresion lineal, dos modelos cuadraticos y tres trigonométricos,
variando el nimero de datos y la desviacién estdndar de los errores.

Comunicaciones en Estadistica, diciembre 2013, Vol. 6, No. 2



Comparacién entre arboles de regresién CART y regresion lineal 187

4.1. Prediccion de modelos de regresion lineal cuadraticos

Suponga que se tiene un conjunto de datos (z1,y1), (2, y2), - - ., (Tn, yn) que sigue
un modelo de regresién cuadrético de la forma:

yi = Bo + Bizi + fax? 4+ &4, donde g; ~ N(0,0%), i =1,...,n. (16)

De lo anterior, se sabe que

Yoerd; = B(yi) = o+ Brxi + Peal, i=1,...,n. (17)

Para simular los conjuntos de datos se siguen los pasos descritos en la seccién 1.5.
En el paso 1, se toma p = 2 y se especifican las funciones

gi1(z) =z, ga(z) =a’. (18)

El primer modelo por analizar se obtiene al sustituir Sy =1, 81 =2, o =3 en la
ecuacién (@) y se llamara modelo cuadratico 1. El segundo modelo por analizar
se obtiene al sustituir Sy = 680, 81 = —22, B2 = 0.25 en la ecuacién [IGQ) y se
llamard modelo cuadratico 2.

En la Tabla [Il se puede observar para los modelos cuadriticos 1 y 2, que para
cualquier valor de n fijo, al aumentar la desviacién estdndar o, los errores de
prediccion de la regresién lineal y de CART se aproximan entre si, siendo en todos
los casos menor el error de prediccion de la regresion lineal.

En los graficos de los modelos cuadraticos de la Tabla[2 se puede ver cémo las pre-
dicciones de CART describen la forma del verdadero modelo de los datos simulados
para n = 100 y n = 1000.

4.2. Prediccion de modelos de regresion lineal
trigonomeétricos

Suponga que se tiene un conjunto de datos (z1,y1), (z2,y2), ..., (Tn, yn) que sigue
un modelo trigonométrico de la forma:

yi = asin(bx; +¢) +d+¢;, dondeg; ~ N(0,0%), i=1,...,n (19)

donde el valor de b es conocido. De lo anterior se tiene que

Yverd; = E(y;) = asin(bz; +¢) +d, i=1,...,n. (20)

El modelo ([I3)) se puede reescribir como

asin(bx;+c)+d+e; = asin(c) cos(bx;)+a cos(c) sin(bx;)+d+e;, i =1,...,n. (21)
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Tabla 1: Comparacion de los errores de prediccion para los modelos cuadrdticos.
Fuente: elaboracion propia

Cuadratico 1 Cuadratico 2
n o | DIFLOG n o | DIFLOG
1 8.8029 1 5.4355
10 6.7680 5 4.0401
50 100 4.7744 50 10 3.4510
500 3.3271 25 2.5974
1000 2.6916 50 1.8948
2000 1.9102 100 1.1250
1 8.6704 1 5.7342
10 6.6368 5 4.2644
100 100 4.5679 100 10 3.5766
500 3.0888 25 2.6834
1000 2.3725 50 1.8463
2000 1.5971 100 0.9506
1 9.1452 1 6.0454
10 7.0944 5 4.5622
500 100 5.0816 500 10 3.9003
500 3.5544 25 2.7633
1000 2.6974 50 1.7254
2000 1.6999 100 0.7671
1 9.4044 1 6.3086
10 7.4077 5 4.8416
1000 100 5.3838 1000 10 4.0910
500 3.7601 25 2.8315
1000 2.7961 50 1.7460
2000 1.7307 100 0.7736
1 10.1050 1 7.0107
10 8.1027 5 5.3742
5000 100 6.0591 5000 10 4.3912
500 3.9929 25 2.9208
1000 2.8959 50 1.7731
2000 1.7763 100 0.7815

Para simular los conjuntos de datos se siguen los pasos descritos en la seccién 1.5.
En el paso 1, se toma p = 2, se especifican las funciones

g1(x) = cos(bx), ga(x) = sin(bx), (22)

y se especifican los valores de los pardmetros 8y = d, 81 = asin(c) y B2 = acos(c).

Para encontrar a, ¢ y d en términos de Sy, B1 v B2, se resuelven las ecuaciones

a==2\(B}+B3), c=arctan(;/B2), d= . (23)
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Tabla 2: Grdficos de las predicciones para los modelos cuadrdticos. Fuente: elabo-
racion propia
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El tercer modelo por analizar se obtiene al sustituir a = 10, b=0.1, c =1, d =12
en la ecuacién ([I9) y se llamard modelo trigonométrico 1. El cuarto modelo por
analizar se obtiene al sustituir « = 10, b = 0.5, ¢ = 1, d = 12 en la ecuacién
(@) y se llamard modelo trigonométrico 2. El quinto y tltimo modelo por analizar
se obtiene de sustituir @ = 10, b =1, ¢ = 1, d = 12 en la ecuacién [[) y se
llamard modelo trigonométrico 3.

De igual manera que para los modelos cuadréticos, en la TablaBlse puede observar
para los modelos trigonométricos 1, 2 y 3, que para cualquier valor de n fijo, al
aumentar la desviacién estandar o, los errores de prediccién de la regresion lineal
y de CART se aproximan entre si, siendo en todos los casos menor el error de
prediccion de la regresion lineal.
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Tabla 3: Comparacion de los errores de prediccion para los modelos trigonométri-

cos. Fuente: elaboracion propia
Trigonométrico 1 Trigonométrico 2 Trigonométrico 3
n o | DIFLOG n o | DIFLOG n o | DIFLOG
0.1 4.6871 0.1 5.3747 0.1 5.4009
0.3 3.7664 0.3 4.3779 0.3 4.4733
50 | 0.5 3.3019 50 | 0.5 3.9477 50 | 0.5 3.9775
0.8 2.9084 0.8 3.5096 0.8 3.5627
1 2.6753 1 3.3064 1 3.3305
2 1.9181 2 2.5195 2 2.5511
0.1 4.6585 0.1 5.5911 0.1 5.6893
0.3 3.7042 0.3 4.5872 0.3 4.7109
100 | 0.5 3.1851 100 | 0.5 4.1200 100 | 0.5 4.2248
0.8 2.7160 0.8 3.6437 0.8 3.8107
1 2.4882 1 3.4060 1 3.5492
2 1.6586 2 2.5312 2 2.6679
0.1 5.1325 0.1 5.4799 0.1 5.8220
0.3 4.1113 0.3 4.4435 0.3 4.8207
500 | 0.5 3.5220 500 | 0.5 3.9073 500 | 0.5 4.2554
0.8 2.9345 0.8 3.3196 0.8 3.6504
1 2.6243 1 3.0206 1 3.3276
2 1.5876 2 2.0048 2 2.2863
0.1 5.4128 0.1 5.7053 0.1 6.1348
0.3 4.3312 0.3 4.6271 0.3 5.0262
1000 | 0.5 3.7003 1000 | 0.5 4.0429 1000 | 0.5 4.3948
0.8 3.0333 0.8 3.3894 0.8 3.7299
1 2.6955 1 3.0631 1 3.3895
2 1.6081 2 2.0030 2 2.2809
0.1 6.0474 0.1 6.3035 0.1 6.7301
0.3 4.7021 0.3 4.9564 0.3 5.3738
5000 | 0.5 3.9106 5000 | 0.5 4.1899 5000 | 0.5 4.5899
0.8 3.1304 0.8 3.4461 0.8 3.8144
1 2.7607 1 3.0925 1 3.4445
2 1.6242 2 2.0165 2 2.2933

En los grificos de los modelos trigonométricos 1 y 2 de la Tablaflse puede ver c6mo
las predicciones de CART describen la forma del verdadero modelo de los datos
simulados para n = 100 y n = 1000. En los graficos del modelo trigonométrico 3
de la Tabla @l se ve que las predicciones de CART no describen la forma verdadera
de los datos con n = 100, pero, si la describen con n = 1000. Nétese que este
modelo de regresion tiene una forma mas compleja que los modelos anteriores en
cuanto al nimero de maximos y minimos locales que tiene su grafica.
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Tabla 4: Grdficos de las predicciones para los modelos trigonométricos. Fuente:

elaboracion propia
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5. Comparacién de las predicciones cuando el
modelo lineal ajustado es incorrecto

A continuacién se tomaran tres modelos de regresién lineal de los descritos en la
seccién 3 para generar conjuntos de datos, a los cuales se ajustan rectas de regresiéon
lineal como modelo equivocado para comparar estas predicciones con las de CART.
Se escogieron estos modelos porque hay casos en el estudio de simulacién en que
la recta de regresion predice mejor los datos que los arboles de regresiéon cuando
el tamano muestral es pequeno. El objetivo es ver como CART toma ventaja
del aumento del tamano muestral para predecir mejor los datos que la recta de
regresion en estos modelos.

En la TablaBlse puede observar para el modelo cuadratico 1, que en general CART
predice mejor la respuesta que la recta de regresion, exceptuando para n = 50,
donde los errores de prediccion de la recta de regresiéon son mas pequenos que los
de CART. En los gréficos del modelo cuadratico 1 de la Tabla [Gl se puede ver
c¢6mo las predicciones de CART se adaptan a la forma del verdadero modelo de
los datos simulados.

En la Tabla[B]se observa para el modelo trigonométrico 2, que CART es més preciso
que la recta de regresion, es decir, el error de prediccién de CART es menor que el
error de la recta de regresion para cualquier valor de n y cualquier valor de 0. En
los gréficos de la Tabla @l para el modelo trigonométrico 2, se puede observar ¢cémo
las predicciones de CART con n = 50 descubren patrones en los datos que pueden
no notarse a simple vista. Aunque se puede decir para n = 50 y n = 100 que las
predicciones de CART se adaptan a la forma del verdadero modelo de los datos
simulados, es claro que con n = 50 es mas dificil describir la verdadera forma del
modelo por su cantidad de maximos y minimos relativos. Para n = 100 es mas
clara la verdadera forma del modelo debido a que se tienen més cantidad de datos
para describirlo.

En la Tabla[f]se observa para el modelo trigonométrico 3, que el error de prediccién
de CART es mayor que el de la recta de regresiéon para n = 50 cuando o =
0.1,0.3,0.5,0.8, y para n = 100 cuando ¢ = 0.1,0.3, 0.5, pero, en los otros casos,
el error de predicciéon de CART es menor. En los graficos de la Tabla [ para el
modelo trigonométrico 3, se observa que las predicciones de CART aparentemente
forman una recta, es decir, CART carece de capacidad de captar la verdadera
forma del modelo con n = 100 datos, al igual que con n = 50. Se puede decir,
para este modelo, que con n = 50 y n = 100 es mas dificil describir la verdadera
forma del modelo por su cantidad de maximos y minimos relativos. Se observa
que con n = 500 las predicciones de CART se adaptan a la verdadera forma del
modelo debido a que se tiene méas cantidad de datos para describirlo. Si bien no
existe evidencia para todos los modelos que el aumento de n implica un aumento
en la precisién de las predicciones de CART con respecto a la recta de regresion
(disminucién de la diferencia de logaritmos de los errores en la tabla), se puede
observar globalmente que esta precision para n = 50 y n = 100 es notablemente
menor que para n = 500, n = 1000 y n = 5000.
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En general se puede concluir que a medida que aumenta el niimero de maximos
y minimos relativos en el modelo trigonométrico los arboles de regresion tienen
més problemas en describir la forma del verdadero modelo de los datos cuando el
nimero de datos no es suficiente.

Tabla 5: Comparacion de los errores de prediccion con modelos lineales incorrectos.
Fuente: elaboracion propia

Cuadratico 1 Trigonométrico 2 Trigonométrico 3
n o | DIFLOG n o | DIFLOG n o | DIFLOG
1 0.3610 0.1 -0.0278 0.1 0.0001
10 0.3574 0.3 -0.0277 0.3 0.0001
50 100 0.3499 50 | 0.5 -0.0273 50 | 0.5 0.0001
500 0.3344 0.8 -0.0256 0.8 0.0000
1000 0.2969 1 -0.0239 1 -0.0001
2000 0.2600 2 -0.0175 2 0.0000
1 -0.0528 0.1 -0.1268 0.1 0.0001
10 -0.0528 0.3 -0.1305 0.3 0.0001
100 100 -0.1328 100 | 0.5 -0.1338 100 | 0.5 0.0001
500 -0.1891 0.8 -0.1363 0.8 -0.0003
1000 -0.2038 1 -0.1379 1 -0.0009
2000 -0.1915 2 -0.1397 2 -0.0086
1 -0.2721 0.1 -0.9144 0.1 -0.5408
10 -0.2722 0.3 -0.9007 0.3 -0.5430
500 100 -0.2993 500 | 0.5 -0.8847 500 | 0.5 -0.5414
500 -0.2933 0.8 -0.8636 0.8 -0.5369
1000 -0.2883 1 -0.8492 1 -0.5336
2000 -0.2611 2 -0.7981 2 -0.5127
1 -0.2709 0.1 -0.9292 0.1 -0.5459
10 -0.2713 0.3 -0.9292 0.3 -0.5459
1000 100 -0.2929 1000 | 0.5 -0.9090 1000 | 0.5 -0.5455
500 -0.2972 0.8 -0.8765 0.8 -0.5436
1000 -0.2830 1 -0.8642 1 -0.5426
2000 -0.2588 2 -0.8119 2 -0.5364
1 -0.2705 0.1 -0.9817 0.1 -0.5494
10 -0.2705 0.3 -0.9646 0.3 -0.5490
5000 100 -0.2761 5000 | 0.5 -0.9465 5000 | 0.5 -0.5485
500 -0.2927 0.8 -0.9136 0.8 -0.5478
1000 -0.2804 1 -0.8941 1 -0.5470
2000 -0.2414 2 -0.8179 2 -0.5415

6. Conclusiones

Del estudio de simulacién se concluye que, cuando se comparan las predicciones
de los arboles de regresion y las de regresion lineal al predecir la respuesta de
cualquier modelo de regresién analizado, sea cuadratico o trigonométrico, el error
de prediccién de la regresion lineal siempre es menor que el de CART. Aunque el
aumento de la varianza de los errores de los datos hace que el error de prediccion
de la regresion lineal se aproxime al de CART, el estudio de simulacién no muestra
ningin caso en que este error supere al de CART.

Al comparar las predicciones de los arboles de regresién y las de la recta de regre-
sién al predecir la respuesta del modelo cuadratico 1 y de los modelos trigonométri-
cos 2 y 3, se observa que siempre que se tenga la cantidad de datos suficiente para
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Tabla 6: Grdficos de los modelos lineales ajustados incorrectamente. Fuente: ela-
boracion propia
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describir la forma funcional de la media de los datos, el error de prediccién de
CART es menor que el de la recta de regresion.

De lo anterior se puede concluir que, el modelo CART es una alternativa que prueba
ser una buena opcién cuando el usuario desconoce la forma funcional verdadera
del modelo, lo cual es comtn en investigaciones reales, y puede utilizarse como una
primera etapa en la parte exploratoria en modelacion. Si el usuario estd seguro de
cudl es la forma funcional de su modelo, entonces CART no es una opcién viable.
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